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Streszczenie

Uczenie cigglte w kontekscie uczenia maszynowego to umiejetno$¢ nabywania
nowych zadan w czasie bez utraty wczesniej zdobytych umiejetnosci. Gtéwna
trudnoscia jest katastrofalne zapominanie, w ktérym nowe dane treningowe
nadpisujg wczesniejszg uzyskang wiedze. Niniejsza rozprawa bada w jaki sposéb
metody oparte na odtwarzaniu (replay) konstruuja, wykorzystuja i oceniaja
pamiec.

Po pierwsze, badam konstruowanie pamieci. Wprowadzam Deep
Features Buffer, ktéry poprawia réznorodnos¢ przechowywanych przyktadéw,
poréwnujac reprezentacje cech zamiast polegaé na losowym lub rezerwuarowym
prébkowaniu.  Proponuje takze hebbowskie ciggle uczenie reprezentacji, w
ktérym aktualizacje wag synaptycznych dzialajg jako bufor posredni, pozwalajac
modelom zachowaé reprezentacje bez jawnego magazynowania. Dodatkowo
wnosze wkiad w Continual Visual Mapping, ktére zastepuje dynamiczny bufor
pamieci wstepnie wytrenowanym, zamrozonym duzym modelem jezykowym,
dostarczajagcym osadzenia jezykowe jako stabilne zakotwiczenia dla kazdej
nowej klasy. Te podejscia ilustrujg komplementarne rozwigzania problemu
budowy pamieci.

Po drugie, analizuj¢ wykorzystanie odtwarzania. Pokazuje, ze protokét ak-
tualizacji — czy odtwarzane dane s3a fgczone z nowymi danymi, czy od nich
oddzielane — zasadniczo zmienia dynamike optymalizacji i moze nawet odwro-
ci¢ skutecznosd¢ poszczegodlnych heurystyk selekcji. Aby rozwiazaé ograniczenia
istniejacych metod, opracowuje nowga rodzine strategii prébkowania na poziomie
partii danych (ang. batch), ktére oceniajg partie odtwarzania przy uzyciu Batch
Cosine Distance, zapewniajac ich zbiorowa informacyjnos¢ i brak redundangji.

Po trzecie, ponownie rozwazam ewaluacje. Standardowe benchmarki czesto
opieraja si¢ na dokladnosci, co utrudnia odpowiedZ czy modele rzeczywiscie
zachowujg wiedze, czy tez jedynie ponownie sie jej uczg z przechowywanych
danych. Proponuje metryke Knowledge Retention, ktéra kwantyfikuje, ile
wewnetrznej reprezentacji jest zachowywane w kolejnych zadaniach, oferujac
wyrazniejszg miare dtugoterminowego uczenia.

Zaprezentowane metody i algorytmy traktuja odtwarzanie doSwiadczeni (ang.
replay experience) jako kontinuum — od ukrytego przechowywania w parame-
trach po jawny projekt bufora, protokoly odtwarzania i strategie na poziomie
partii, koficzgc na narzedziach do bardziej rzetelnej ewaluacji. Opisane rozwigza-
nia wzmacniajg powtarzalnos¢ i interpretowalno$¢ odtwarzania doswiadczen w
badaniach nad uczeniem cigglym.
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Abstract

Continual learning addresses the challenge of enabling machine learning mod-
els to acquire new tasks over time without losing performance on previously
learned ones. The central difficulty is catastrophic forgetting, where new training
overwrites earlier knowledge. This dissertation advances continual learning by
investigating how replay-based methods construct, use, and evaluate memory.

First, I study memory construction. I introduce the Deep Features Buffer,
which improves the diversity of stored examples by comparing feature represen-
tations rather than relying on random or reservoir sampling. I also propose Heb-
bian continual representation learning, where synaptic weight updates form an
implicit buffer that preserves representations without explicit storage. I further
contributed to Continual Visual Mapping, which replaces a dynamic memory
buffer with a pre-trained, frozen large language model that produces language
embeddings as stable anchors for each new class. These approaches provide
complementary solutions for building memory.

Second, I analyze how replay is used. I show that the update protocol,
whether replayed data is merged with or kept separate from new data, signifi-
cantly changes optimization dynamics and can reverse the effectiveness ranking
of selection heuristics. To address limitations of existing methods, I develop a new
family of batch-level sampling strategies that evaluate replay batches using Batch
Cosine Distance, ensuring they are collectively informative and non-redundant.

Third, I examine evaluation. Standard benchmarks often rely on accuracy,
which can obscure whether models truly retain knowledge or merely relearn it
from stored data. I propose the Knowledge Retention metric, which quantifies
how much internal representation is preserved across tasks, providing a clearer
measure of long-term learning.

Together, these contributions present experience replay as a sequence of de-
sign choices, from implicit parameter storage to explicit buffer design, replay
protocols, and batch-level strategies, while providing tools for more reliable
evaluation. The dissertation delivers both algorithmic advances and methodolog-
ical guidance that improve the reproducibility and interpretability of experience
replay in continual learning research.



